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RESUMEN.

La espectroscopia Optica de emision es una técnica de
caracterizacion de especies producidas por los elementos quimicos,
mediante la identificacion y clasificacion de lineas vistas a través de
en un espectro adquirido. Este procedimiento estd acompafiado de
algunos problemas en la adquisicion de los datos, como resultado,
se presenta un desplazamiento 6ptico y un fondo continuo en el
espectro. Este trabajo se enfoca no sdlo en la correccién del
desplazamiento Optico mediante el uso de técnicas de regresion
linea, sino también en realizar una comparacién de los algoritmos
de clasificacion; k-Nearest Neightbors, Decision Tree, Random
Forest y AdaBoost, para identificar de manera automatica las
especies, 'N (Nitrégeno), 80 (Oxigeno), 8Ar (Argon) y %Hg
(Mercurio). Los resultados presentados con datos balanceados y no
balanceados, establecen que el uso del algoritmo de clasificacion
nombrado Decision Tree, es el que presenta un mejor desempefio
para la caracterizacion automdtica de especies. Ademas, los
resultados de desempefio muestran un valor de hasta 99%
utilizando la métrica F1 con datos sobremuestreados.

Palabras Clave: Espectroscopia Optica, desplazamiento oOptico,
regresion lineal, arbol de decision, métrica F1.

ABSTRACT.

Optical emission spectroscopy is a technique for characterization of
species produced by chemical elements by means of the
identification and classification of their spectral lines. Some issues
during the data acquisition causes the optical shifting and the
presence of a continuous background in the spectra. This work
focuses on the correction of optical displacement through the
implementation of linear regression techniques. Moreover, a
comparison of the classification algorithms: k-Neighbors, Decision
Tree, Random Forest and AdaBoost, is presented, in order to
automatically identify the species of ’N (nitrogen), 80 (oxygen), *Ar
(Argon) and &Hg (Mercury). Results from using both: balanced
and unbalanced data, determinate that the implementation of
Decision Tree classification algorithm presents the better
performance for the automatic characterization of species. Also,
the performance results show a value up to 99% using the F1 metric
with oversampled data.

Keywords: Optical spectroscopy, optical displacement, linear
regression, decision tree, F1 metric.

1. INTRODUCCION

La espectroscopia Optica de emisién es un método que permite
capturar la radiacion luminosa de un plasma (gas altamente
ionizado) para determinar las especies o lineas espectrales que
componen un elemento quimico; a este procedimiento se le
conoce como caracterizacion [1]. En este proceso los parametros
mas importantes son: longitud de onda e intensidad. Estos son
adquiridos de una corrida o ejecucion experimental utilizando
una lampara de calibracién de mercurio y argén modelo HG-1
de Ocean Optics, que tiene un rango de longitud de onda de 177
nm a 891 nm. Ademas, otros datos considerados son las especies
de elementos reportados por el Instituto Nacional de Estandares
y Tecnologia (NIST por sus siglas en inglés) [2].

Trabajos en la literatura presentan la caracterizacion de especies
con técnicas de Machine Learning. Los estudios realizados
muestran el andlisis de espectros de rayos gamma mediante el
uso de Redes Neuronales Artificiales (RNA) para el analisis de
28 radioisdtopos. La red neuronal propuesta tiene 47 neuronas
de entrada, 52 neuronas en la capa oculta y 28 neuronas de salida,
los resultados presentados muestran la influencia del ruido en la
identificacion de especies y la aplicacion de la segunda derivada
para realizar la deteccién de picos [3].

Las técnicas de Machine Learning en este trabajo se enfocan en
el aprendizaje supervisado con algoritmos de clasificacion,
alcanzando predicciones altas, en datos con caracteristicas
similares, como se detalle en la seccion 3.1. Las especies
estudiadas son: ’N (Nitrdgeno), 80 (Oxigeno), asi como BAr
(Argdn) y ®Hg (Mercurio). Estas Ultimas, 2Ar y ®Hg componen
una lampara de calibracién HG-1, donde las longitudes de ondas
de las especies son conocidas, por lo que son utilizadas como
datos de correccion de desplazamiento 6ptico y prueba. Los
datos que se usaron para entrenamiento son las especies de
elementos reportadas por el NIST, en las cuales la longitud de
onda por cada especie también se conoce. La desventaja es que
los datos no estan balanceados, como se trata en la seccion 2.5.
La caracterizaciébn de forma manual de especies es un
procedimiento que puede llevar desde horas hasta dias, por esta
razon se propone el uso de técnicas de Machine Learning para
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agilizar este proceso. En este trabajo se detalla el procedimiento
empleado para corregir el desplazamiento Optico, ademas de una
comparativa de algoritmos de Machine Learning para
caracterizar automaticamente especies de espectroscopia de
emision odptica con datos no balanceados. El lenguaje de
programacion utilizado para la implementacion es Python,
debido a sus caracteristicas de: rapidez de ejecucion,
portabilidad, y es potencialmente un lenguaje empleado por
empresas que se dedican a la investigacion en el area de la
Inteligencia Artificial (1A) como lo es Intel y Google. De esta
manera, se utilizaron bibliotecas con funciones especificas en el
desarrollo de software cientifico tales como: pandas, numpy,
sklearn, scipy, matplotlib y seaborn [4, 5].

2. METODOLOGIA

El procedimiento desarrollado inicia con la adquisicion de datos
de un espectrometro para crear un repositorio local. En segundo
lugar, se realiza la correccion de datos, que consiste en un filtro,
y en la correccion del fondo continuo. Posteriormente se realiza
el entrenamiento de los algoritmos de clasificacién con el
conjunto de datos. Finalmente, la caracterizacién automatica de
especies, tiene como fases la comprobacién mediante la métrica
F1, optimizacion y regresion de parametros, hasta obtener los
resultados esperados. La Figura 1, muestra la metodologia
empleada mediante un diagrama de flujo. A continuacion, se
detallan cada uno de los procesos.

2.1. Adquisicion y tratamiento de datos.

En primer lugar, se cred un repositorio local con las lineas
reportadas en el NIST, para esto se descargaron; 99 archivos que
corresponden a los primeros 99 elementos. Cada archivo
contiene de 12 a 20 columnas de tipo numérico y alfanumérico,
de las cuales s6lo 3 son de interés. La primera columna es
element de tipo cadena, que indica el elemento al que
corresponde toda la informacién de la columna y es la clase por
predecir. La segunda columna es sp_num de tipo entero, que
indica los niveles de ionizacién en un rango del 1 al 72. La
tercera columna es la longitud de onda observada de tipo flotante
en un rango del 0.039639 nm a 60,640,000,000 nm, con la
caracteristica de que el encabezado obs_wl_vac(nm) se intercala
a lo largo de los archivos con obs_wl_air(hm). Esta diferencia
radica en que obs_wl vac(nm) es de muestras tomadas en
condiciones al vacio, mientras que obs_wl_air(nm) es para las
muestras que se tomaron a presion atmosférica local, por esta
razén se agregd una columna numérica nombrada tipo que
permite diferenciar con un 0 las muestras tomadas al vacio y con
un 1 las muestras tomadas a presion atmosférica local. Esta
informacion se condensa en un Unico archivo tipo CSV (Comma
Separated Values) dando un total de 207,991 especies, a los que
se les elimind los caracteres alfanuméricos que acompafiaban a
datos numéricos, estos archivos fueron utilizados como datos de
entrenamiento.
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Figura 1. Diagrama de flujo para le metodologia empleada en este
trabajo.

Los datos experimentales de la espectroscopia de emision dptica
son adquiridos mediante tres corridas experimentales de una
lampara de calibracion HG-1 de 8Ar y 8HG, en el Instituto
Nacional de Investigaciones Nucleares (ININ). Cada una con 33
archivos con extension .dat; estos archivos contienen 1,024 filas
de datos sin etiquetar. En primer lugar, la columna es la longitud
de onda que tiene un rango de 177 nm a 891 nm, y en segundo
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lugar la otra columna corresponde a la intensidad, la cual sirve
para identificar picos de una especie respecto a otra. Estos
archivos se wusaron con dos finalidades: corregir el
desplazamiento 6ptico y ajustar los pardmetros de los algoritmos.

2.2. Seleccion de algoritmos de Machine Learning.

La seleccion de algoritmos de Machine Learning se baso en
técnicas de clasificacion para aprendizaje supervisado con uso
de la biblioteca sklearn; los datos de entrenamiento provienen
del repositorio local obtenido de las especies reportadas por el
NIST. Posteriormente se emplearon esos mismos datos como
prueba y se seleccionaron aquellos algoritmos con una métrica
F1 mayor al 40% [6]. Cuatro algoritmos fueron estudiados, el
primero como objeto de estudio es k-Nearest Neightbors [7, 8],
este requiere que el nimero de categorias k sea conocido a priori.
La heuristica de este algoritmo se puede resumir con el siguiente
procedimiento:

1. Iniciar con un conjunto de datos dénde las categorias sean

conocidas a priori.

2. Agregar una muestra cuya categoria es desconocida.

3. Calcular la distancia de la muestra respecto a otros puntos.
4. Clasificar la muestra asignandola a la categoria con la

distancia mas corta.

El segundo algoritmo es el denominado Decision Tree. En este,
el nodo raiz y los nodos internos se autoconstruyen a partir de la
pureza de cada caracteristica, y las respuestas con los nodos hoja.
Este funciona con datos categdricos y numéricos; sin embargo,
se debe tener cuidado en limitar el nimero de caracteristicas y
controlar la profundidad del arbol para evitar el sobre ajuste [9-
11].

El tercer algoritmo Random Forest, tiene la peculiaridad de
construir conjuntos de datos con muestras aleatorias tomadas del
conjunto de datos original, se construye un arbol decisién con un
subconjunto de caracteristicas en cada nodo. Este proceso se
repite hasta crear un conjunto de arboles al que se denomina
bosque, después, cada muestra de prueba se pasa como entrada a
cada arbol generado, y se cuentan las predicciones, mostrando
aquella que aparecié mayoritariamente [12].

Finalmente, el Gltimo algoritmo es AdaBoost, en donde cada
arbol consta inicamente de un nodo y dos hojas. Al conjunto de
todos los arboles se le conoce como forest of stumps y el orden
de construccion empieza de manera descendente desde el arbol
con la pureza mas alta [13, 14].

2.3. Correccion de fondo continuo y desplazamiento
optico.

El fondo continuo es una sefial de ruido sobre la que se montan
los espectros adquiridos con el monocromador, provocado
deformaciones. La correccion del fondo continuo se realiz6 con
una implementacion en Python de minimos cuadrados
asimétricos [15].

Los datos provenientes de la ldAmpara de calibracién tienen un
desplazamiento éptico inducido por el monocromador, esto
provoca que los picos de un espectro aparezcan en otra posicion,
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produciendo predicciones incorrectas. En la Figura 2 se observan
dos especies del elemento *8Ar, ubicadas en las longitudes de
onda 750.3869 nm y 763.5106 nm que corresponde al espectro
del archivo 25 de la lampara de calibracion, y se observa que los
picos del espectro Ar corregido, coinciden con las lineas de la
especie 1BAr, al aplicar la correccion del desplazamiento 6ptico.

i ---- Especie Ar i ;
E -------- Espectro Ar desplazado ‘}
H Espectro Ar corregido 1
/‘-_\ ] s
= |:
S5 4 i
3 | |
I 1
:'U 1 i
@ i i
=] ] i
£ : ]
— il i
13 il
] !
10° 4 1 !
....... I i
1 ]
1 1

74I7.5 756,0 752,5 75I5.0 75L/'.5 76'0.0 76I2.5 76‘5.0
Longitud de onda (nm)

Figura 2. Correccion de desplazamiento dptico en espectro de lampara
HG-1

La correccion de desplazamiento éptico se realizo de la siguiente
manera:

a) Detectar los picos de mercurio ®Hg y argén 8Ar en los
archivos provenientes de la l&mpara de calibracion.

b) Calcular la diferencia (yD) entre las especies *®Ar y &Hg
reportadas en el NIST (xNIST) y los picos de las especies
de la ldmpara HG-1 (xHG1)

yD; = xNIST; — xHG1;
c) Calcular regresion lineal considerando, y; = yD; y x; =

xNIST;, como:

m= nz;l:;xil)’i_zln:1:i Z?:;Z)’i (1)
n ¥ xpxi— (T %)
b= Z?=13/iZln:lxixi_z?:lxizg:1xiyi (2)
nEiL xpx—(Eie; x0)
yi = b+ mx; 3)

Doénde, b es la interseccion y m es la pendiente.

d) La grafica resultante se muestra en la Figura 3 donde se
aprecia que la corrida 2 y 3 son similares, y la corrida 3
esta ligeramente desplazada a causa de valores atipicos.

e) Las intersecciones b y las pendientes m de las corridas
experimentales 2 y 3 son similares (ver Figura 3), por lo
tanto, se calcula el promedio para obtener la siguiente
ecuacion:

y; = —0.536024 + 2.815753*x; 4)

f) Reemplazar cada pico detectado origen (ININ) x; en la

ecuacion 4, para corregir el desplazamiento oOptico y
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posteriormente predecir con los algoritmos de Machine
Learning propuestos en la seccion 2.2.
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Figura 3. Regresion lineal para cada corrida experimental de la
lampara de calibracion HG-1.

2.4, Optimizacién de hiperparametros.

Un problema recurrente en los &rboles de decision es el
sobreajuste, debido a que el algoritmo busca en cada nodo
disminuir la entropia (grado de dispersién de datos) hasta 0. Por
esta razon se grafica profundidad contra precisién, y efectividad,
con el objetivo de encontrar la profundidad en donde la
prediccion en los datos de prueba y entrenamiento convergen
[16]. En la Figura 4 se observa que a partir de la profundidad
ubicada en la magnitud 22, para Random Forest y en 24 para
Decision Tree, la métrica F1 converge, por lo tanto, es la
profundidad indicada [17].
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Figura 4. Comparativa de Precision vs Profundidad para los algoritmos
Decision Tree y Random Forest.

2.5. Balanceo de datos.

El balanceo de datos consiste en equilibrar la cantidad de
atributos en una clase, de no hacerlo, un modelo de Machine
Learning podria tener una tendencia sobre un atributo
mayoritario, lo que podria resultar en un rendimiento pobre [11].
En la Figura 5 se muestran las cuatro especies por elemento
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correspondientes a la lampara de calibracién y se observa que
BAr es la clase mayoritaria con 1,859 especies, mientras que
8Hg, 80 y "N son las clases minoritarias. Especies reportadas en
el NIST, correspondiente a los grados de ionizacion 1 y 2,
observados al vacio y a presién atmosférica local, con una
longitud de onda comprendida en el rango de 177nm a 891nm.

1,750 1
1,500 A
1,250 1
1,000 -
750 1
500 4
250 4
0

Cantidad de especies reportadas

Ar Hg 0 N
Especies

Figura 5. Resultados de métrica F1, para para datos no balanceados.

El desbalanceo de datos se trat6 asi: A) calculo de la métrica F1
de los datos si balancear. B) obtencion de un conjunto de datos
mediante sobremuestreo para las especies de los elementos ®Hg,
80, "N, duplicando lineas espectrales al azar hasta alcanzar las
1,859 lineas e igualar asi las especies de '8Ar. Posteriormente se
determiné la métrica F1 con los algoritmos de clasificacion. C)
obtencién de otro conjunto de datos mediante submuestreo de los
elementos *8Ar, 8Hg, 80, hasta llegar a las 144 especies e igualar
asi las del elemento N, eliminando al azar especies de estos
elementos, y se obtuvo la métrica F1. D) comparacion de las
métricas F1 obtenidas de todos los conjuntos. En la Figura 6 se
observa que el sobremuestreo tiende a mejorar la métrica F1 en
todos los algoritmos estudiados, por lo tanto, este ajuste es parte
de la solucion.

3. RESULTADOS.

3.1. Caracterizacion automética de especies.

La caracterizacion automatica de especies se compone de las
siguientes etapas: A) integrar los blogues de un espectro en un
Data Frame, B) aplicar correccién de desplazamiento 6ptico y
detectar los picos, C) aplicar técnicas de balanceo de datos y
almacenarlas en Data Frames independientes, D) entrenar los
algoritmos de Machine Learning con los hiperparametros
Optimos encontrados y los datos de entrenamiento, E) usar datos
de prueba con sobremuestreo para predicciones, F) graficar y
etiquetar predicciones, y G) calcular métrica F1 si las etiquetas
son conocidas.
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Figura 6. Métrica F1 para cada algoritmo estudiado en condiciones de
con datos desbalanceados, que se les aplic6 sobremuestreo y
submuestreo

En la Figura 7, se observa la corrida experimental nimero 2 de
la lampara de calibracion HG-1 en el rango de longitud de onda
de los 200 nm hasta los 900 nm..
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Figura 7. Caracterizacion automatica de especies. Los circulos
representan los picos detectados, donde la etiqueta indica el elemento
predicho.

En la Figura 8 se muestra un acercamiento de la Figura 7 en el
rango de 760 nm hasta 810 nm, donde se aprecia con mayor
claridad las especies elementos ’N, 80, *8Ar y Hg.
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Figura 8. Acercamiento en la caracterizacion automatica de especies

para la lampara de calibracion HG-1 en el rango de longitud de onda

de los 760 nm hasta los 810 nm, donde se aprecian las especies de los
elementos 7N, 80, 8Ar y 8Hg.

810

La correccion del desplazamiento 6ptico aproxima cada pico
detectado con la especie de elemento que le corresponde. La
optimizacion de hiperpardmetros junto con el balanceo de datos
contribuye en predicciones méas precisas y efectivas. En este
caso, el sobremuestreo influye en los algoritmos estudiados para
generar mejores predicciones.

Los puntajes mas altos se alcanzaron con los algoritmos
Decision Tree y Random Forest, utilizando las correcciones y
optimizaciones presentadas en las secciones 2.3 y 2.4. El
conjunto de datos de prueba corresponde a una l&mpara de
calibracién modelo HG-1, y se sabe a priori que las especies de
80Hg y 8Ar son mayoria, el resto son especies que no vienen
descritas en el manual y que el clasificador identificé como 'N 'y
80.

Finalmente, la caracterizacion automatica de especies se llevo a
cabo para las especies elementos ’N, 80, 8Ar y 8Hg, en un rango
de 200 nm hasta los 900 nm, donde cada elemento es etiquetado
en su respectivo valor de longitud de onda para identificarlo.

CONCLUSION Y TRABAJO A FUTURO.

El problema estudiado consiste en la caracterizacion automética
de lineas espectrales resultantes de una espectroscopia de
emision dptica con técnicas de Machine Learning; se propone
como mejor solucién el uso de &rboles de decision como
estimador del random forest, con datos previamente tratados
mediante sobremuestreo y correccion de desplazamiento dptico
con regresion lineal.

Se propuso el uso de algoritmos de regresion que permitan
corregir el desplazamiento Gptico, y como se muestra en la
Figura 2, los picos detectados se aproximan a la especie que le
corresponde.

La optimizacion de hiperpardmetros se plantea en una segunda
etapa con la implementacion de un algoritmo genético y
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validacion cruzada, con la finalidad de aumentar la precision en
las predicciones.

Finalmente se propone ensamblar los algoritmos con las
puntuaciones mas altas, es decir, obtener la prediccion de cada
algoritmo y por votacién mostrar la etiqueta predictora con la
puntuacion mas alta.
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